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Resumen – Este artículo presenta un algoritmo de aprendizaje por refuerzo utilizando redes neuronales que 
permite a un vehículo equipado con suspensión semi-activa mejorar continuamente tanto el confort de los pasa-
jeros como el contacto neumático-suelo cuando atraviesa terrenos regulares y/o irregulares. La arquitectura de 
red neuronal implementada permite trabajar con espacios de entradas y salidas continuas, tiene una buena resis-
tencia a olvidar lo aprendido anteriormente y aprende rápidamente. Otras ventajas que dicho algoritmo presenta 
son, por una parte, que no es necesario estimar una recompensa esperada porque el controlador recibe una señal 
de refuerzo real continua cada vez que realiza una acción y, por otra parte, que el sistema aprende on-line, por lo 
que el sistema puede adaptarse a cambios producidos en el entorno y en el propio sistema de suspensión. El 
controlador neuronal propuesto ha sido estudiado utilizando un modelo de un cuarto de vehículo. Los resultados 
de simulación obtenidos muestran la efectividad del algoritmo propuesto.

1. INTRODUCCIÓN

En los últimos años, la mejora de la seguridad en la conducción y el confort de los viajeros son una par-
te central dentro de las investigaciones que se está realizando dentro del campo de los vehículos automó-
viles. El sistema de suspensión de un vehículo influye de manera importante en estos dos parámetros. El 
sistema de suspensión debe soportar el peso del vehículo y proporcionar tanto un control de la dirección 
adecuado durante las maniobras realizadas para garantizar el contacto neumático-suelo, como aislar a los 
pasajeros de las vibraciones debidas a las perturbaciones de la carretera. Un buen confort durante la con-
ducción requiere una suspensión blanda, sin embargo, este tipo de sistemas producen un balanceo excesi-
vo en las curvas y, además, favorece el cabeceo durante la frenada. Esto puede resultar peligroso para la 
seguridad de los pasaje ros. La solución a esta falta de seguridad sería la utilización de una suspensión más 
rígida, que controlaría mejor el balanceo en curva y el cabeceo pero que sin embargo, disminuiría el con-
fort de los pasajeros. Este problema se resuelve por un sistema de suspensión que permita adaptarse a las 
características del terreno.
Los sistemas de suspensión se clasifican en pasivos, semi-activos y activos [1][2]. Los sistemas de sus-

pensión pasivos están formados por elementos pasivos como muelles y amortiguadores que no introducen 
energía al sistema. Los sistemas semi-activos actúan modificando la rigidez del muelle o del amortigua-
dor mediante actuadores. En los sistemas de suspensión activa, los elementos mecánicos (muelle y amor-
tiguador) son reemplazados por un elemento activo (actuador hidráulico) que es capaz de generar fuerzas 
de acuerdo a un algoritmo de control.
Para el estudio del comportamiento de los sistemas de suspensión semi-activa y activa se han utilizado 

diferentes modelos de vehículos. En [3], [4] y [5] se utiliza un modelo de vehículo completo (7 grados de 
libertad). En [6] se emplea un modelo de vehículo de 4 grados de libertad. En [7] se utiliza un sistema no-
lineal de 6 grados de libertad. Mazaruddin et al. [8] presentan un método para identificar modelos de sis-
temas de suspensión utilizando técnicas neuro-fuzzy. Sin embargo, la mayoría de los autores 
[9][10][21][23] utilizan un modelo de un cuarto de vehículo debido a que este modelo tiene en cuenta 
muchas de las características importantes de la suspensión manteniendo la simplicidad del modelo.
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En la literatura, se han propuesto diferentes controladores para el control de diferentes tipos de sistemas 
de suspensión: semi-activa [11][12][13][14] y activa [10][15][16]. Muchos autores, utilizan algoritmos 
no-lineales para el control de la suspensión de un vehículo tales como control borroso o fuzzy
[17][18][19][20], control en modo deslizante [4][6], algoritmos genéticos [21], controlador neuronal [22], 
control adaptativo ARMAKOV [23], etc. Las principales ventajas de utilizar un control no-lineal es que 
se basa en modelos mas reales consiguiendo que el sistema mejore su comportamiento. Muchos de estos 
controladores no-lineales permiten al sistema de suspensión adaptarse o aprender a mejorar su comporta-
miento durante su funcionamiento.
En función de la información recibida durante el aprendizaje, los métodos de aprendizaje se pueden cla-

sificar en aprendizaje supervisado y no supervisado [24]. Los métodos de aprendizaje supervisado se ca-
racterizan porque existe un maestro que proporciona las salidas deseadas para cada vector de entradas. 
Estos métodos son muy potentes debido a que trabajan con mucha información. Los inconvenientes que 
presentan son que el aprendizaje se realiza off-line y es necesario conocer con detalle cómo se tiene que 
comportar el sistema. En los métodos de aprendizaje no supervisado no existe un maestro que instruya 
sobre cuales han de ser las salidas correctas ante determinadas entradas. Dentro de estos métodos se en-
cuentra el aprendizaje por refuerzo [25]. En este caso, existe un crítico que proporciona una información 
más evaluativa que instruccional. Las ventajas que ofrece son, en primer lugar, que no necesita un cono-
cimiento completo acerca del sistema y, en segundo lugar, que puede ser utilizado on-line, el sistema 
puede mejorar continuamente su comportamiento mientras que aprende. Howell et al. [26] utilizan el 
aprendizaje por refuerzo para mejorar el confort durante la conducción de un vehículo experimental equi-
pado con suspensión semi-activa minimizando el error cuadrático medio de la aceleración vertical del 
vehículo.
En este artículo, se presenta un algoritmo de aprendizaje por refuerzo utilizando redes neuronales que 

permite a un vehículo equipado con suspensión semi-activa mejorar continuamente no solamente el con-
fort en la conducción sino también el contacto neumático-suelo tanto en terrenos regulares como irregula-
res.

2. MODELO DE LA SUSPENSIÓN DE UN VEHÍCULO

Para el estudio del comportamiento de la dinámica de un sistema de suspensión semi-activa se ha utili-
zado el modelo de un cuarto de vehículo como se muestra en la Figura 1 [27][28] debido a que este mode-
lo tiene en cuenta muchas de las características importantes de la suspensión manteniendo la simplicidad 
del modelo. Un actuador se conecta en paralelo con el muelle y amortiguador de la suspensión pasiva con 
objeto de controlar la suspensión del vehículo y mejorar su comportamiento.
El neumático es modelado por un simple muelle con rigidez k2. La masa del neumático y masa no sus-

pendida se define como mu. Se considera que el neumático está en contacto permanente con el suelo. La 
masa suspendida del vehículo (ms) se considera como un cuerpo rígido. El muelle (k1), el amortiguador 
(Cs) y el actuador situados entre la masa no suspendida (mu) y masa suspendida (ms) constituyen el siste-
ma de suspensión semi-activa.
Las ecuaciones de la dinámica del modelo de suspensión de un cuarto de vehículo son:

• masa suspendida

1 ( ) ( )s s w s s w s am z k z z C z z f⋅ = ⋅ − + − −�� � �

(1)

• masa no suspendida

1 2( ) ( ) ( )u w w s s w s w r am z k z z C z z k z z f⋅ = − ⋅ − − ⋅ − − ⋅ − +�� � �

(2)

A partir de las ecuaciones (1) y (2) se puede formular las siguientes ecuaciones en el espacio de esta-
dos:

X A X B u= ⋅ + ⋅� (3)

Y C X D u= ⋅ + ⋅ (4)
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donde X es el vector de variables independiente, u es el vector de entradas e Y es el vector de salidas:
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El vector de entradas está formado por la fuerza del actuador (fa) y las perturbaciones de la carretera 
(zr).
Para el diseño y evaluación de un sistema de suspensión de un vehículo se tienen en cuenta tres paráme-

tros [28]: 1) el aislamiento a las vibraciones de la masa suspendida que determina el confort de los pasaje-
ros, 2) la carrera de la suspensión que limita el movimiento del cuerpo del vehículo y 3) el contacto neu-
mático-suelo que proporciona las fuerzas laterales y de frenado adecuadas. Para obtener dichos paráme-
tros las siguientes variables son examinadas: 1) la aceleración vertical de la masa suspendida ( sz�� ), 2) la 
deflexión de la suspensión ( w sz z− ), y 3) la deflexión del neumático ( r wz z− ).

3. APRENDIZAJE POR REFUERZO

El aprendizaje por refuerzo, RL (Reinforcement Learning), consiste en mapear situaciones a acciones 
maximizando un escalar denominado señal de refuerzo o recompensa [25][29]. Es una técnica de aprendi-
zaje basada en prueba y error. El aprendizaje por refuerzo se utiliza cuando no existe una información 
detallada sobre la salida deseada. A diferencia del aprendizaje supervisado, no existe un maestro que ins-
truya sobre las salidas correctas ante determinadas entradas, pero sí un crítico que proporciona una infor-
mación más evaluativa que instruccional.

Fig. 1. Modelo de un cuarto de vehículo.
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En este tipo de aprendizaje no se indican cuales son las acciones correctas. La idea es que el sistema 
explore el entorno y observe el resultado de las acciones sobre algún índice de resultados que permita 
obtener información para su aprendizaje.
Los elementos que forman un sistema de aprendizaje por refuerzo son un agente, el entorno, una políti-

ca, una función de valor, y, opcionalmente, un modelo del entorno (ver Figura 2). El agente es el que 
aprende y toma las decisiones. El entorno es lo que interacciona con el agente. El agente selecciona ac-
ciones y el entorno responde a estas acciones presentando nuevas situaciones al agente. Una política defi-
ne la forma de comportarse del agente. Una política es una correspondencia de estados percibidos del 
entorno a acciones a ser llevadas a cabo. Esto corresponde a lo que en psicología se llama un conjunto de 
reglas o asociaciones estímulo-respuesta. En algunos casos, esta política puede ser una simple función, 
mientras que en otros casos puede implicar cálculos más complejos tales como procesos de búsqueda. La 
política es el corazón del agente en el sentido de ser suficiente para determinar su comportamiento. En 
general, las políticas son estocásticas. Una función de recompensa define el objetivo o la meta en el 
aprendizaje por refuerzo. Esta función mapea cada estado percibido del entorno a un valor, llamado re-
compensa, indicando la conveniencia del estado. El objetivo único del agente en el aprendizaje por re-
fuerzo es maximizar la recompensa total recibida. La función de recompensa define lo que es bueno y 
malo para el agente y no puede ser modificable por éste. En general, las funciones de recompensa son 
estocásticas. Mientras que la función de recompensa indica lo que es bueno en un sentido inmediato, una 
función de valor, indica lo que es bueno a largo plazo. El valor de un estado es la cantidad total de recom-
pensa que un agente puede esperar acumular sobre el futuro, empezando en ese estado. Por último, el 
modelo trata de imitar el comportamiento del entorno. Por ejemplo, dado un estado y una acción, el 
modelo debería predecir el siguiente estado resultante y la recompensa obtenida.
Un agente de aprendizaje tiene que explorar el entorno con objeto de adquirir conocimiento y seleccio-

nar mejores acciones en el futuro. Para obtener una buena recompensa, el agente tiene que seleccionar, 
entre las acciones que ha ejecutado anteriormente, aquella que obtenga una recompensa más alta. Pero, al 
mismo tiempo, para descubrir estas acciones tiene que ejecutar acciones no seleccionadas anteriormente. 
El agente tiene explotar aquellas acciones que ya conoce para obtener una estimación fiable de sus re-
compensas esperadas y tiene que explorar también con el fin de seleccionar mejores acciones en el futuro. 
Por tanto, el agente tiene que intentar una variedad de acciones y, progresivamente, favorecer aquellas 
que parezcan mejores. Este problema se denomina equilibrio entre exploración y explotación. Diferentes 
autores han propuestos diferentes estrategias para resolver dicho problema [30].
El aprendizaje por refuerzo implica dos problemas: problema de asignación de crédito temporal y pro-

blema de asignación de crédito estructural [31]. El problema de asignación de crédito temporal aparece 
debido a que la señal de refuerzo o recompensa puede ser recibida retrasada en el tiempo. La señal de 
refuerzo informa sobre el éxito o fallo alcanzado después de que una secuencia de acciones han sido rea-
lizadas. El problema es cómo asignar a cada acción la recompensa obtenida. Para resolver este problema 
algunos algoritmos de aprendizaje por refuerzo se basan en estimar una recompensa esperada o predecir 
evaluaciones futuras como son las diferencias temporales TD(λ) [32]. Dentro de estos algoritmos se en-

Fig. 2. Interacción entre los elementos de un sistema de aprendizaje por refuerzo.
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cuentran el algoritmo Crítico Heurístico Adaptativo AHC (Adaptive Heuristic Critic) [33] y el algoritmo 
Q’Learning [34]. El problema de asignación de crédito estructural aparece cuando el sistema que está 
aprendiendo está formado por más de un componente y las acciones realizadas dependen de varios de 
estos componentes. En estos casos, la recompensa recibida por el sistema para una acción determinada 
debe ser correctamente distribuida entre los diferentes componentes que intervinieron en la misma. Para 
resolver este problema diferentes métodos han sido propuestos como el métodos del gradiente y métodos 
basados en el principio de cambio mínimo [35][36].
El aprendizaje por refuerzo ha sido aplicado a diferentes áreas como redes de computadores [37], robó-

tica [38][39][40], control de potencia [41], vehículos de carretera [42], control de tráfico [43], etc. mos-
trando buenos resultados.

4. ALGORITMO DE APRENDIZAJE POR REFUERZO CONTINUO

En muchos de los algoritmos mencionados en la sección anterior, la señal de refuerzo informa única-
mente de si el sistema ha alcanzado el objetivo o no. En estos casos, la señal de refuerzo es un escalar 
binario cuyos valores típicos son 0 ó 1 (0 si el sistema sigue funcionando y 1 si el sistema ha alcanzado el 
objetivo), y puede estar retardada en el tiempo. El éxito del proceso de aprendizaje depende principalmen-
te de cómo se defina la señal de refuerzo externa y de cuándo el sistema la reciba. Cuanto mayor sea el 
tiempo en el que el sistema recibe el refuerzo, mayor será el tiempo que tarde el sistema en aprender. En 
este trabajo, se propone un algoritmo de aprendizaje por refuerzo que recibe una señal de refuerzo cada 
vez que el sistema realiza una acción. Este refuerzo es una señal continua comprendida entre (0, 1) y 
permite valorar cómo de bien el sistema ha realizado la acción. Con esto se consigue que la velocidad de 
aprendizaje aumente. En este caso, el sistema puede comparar el resultado de la acción realizada con el 
resultado de la última acción realizada en el mismo estado. En este caso, no es necesario estimar una re-
compensa esperada.
Muchos de los algoritmos de aprendizaje por refuerzo trabajan con entradas y salidas discretas. Sin em-

bargo, muchas aplicaciones requieren trabajar con espacios continuos definidos por medio de variables 
continuas. Uno de los problemas que se presentan al trabajar con espacios de entradas continuos es cómo 
afrontar el número infinito de estados percibidos. Un método generalizado es discretizar el espacio de 
entradas en regiones en la que dentro de cada una de estas regiones las entradas se asocian a la misma 
acción [44][45][46]. Por otra parte, los inconvenientes de trabajar con espacios de acciones discretos son, 
que posibles acciones buenas no se den y que, además, el control es menos fino. Cuando el espacio de 
acciones es discreto, la implementación del aprendizaje por refuerzo es sencilla, el sistema tiene que ele-
gir una acción de un conjunto fijo y finito de acciones, siendo esta acción la que proporcione una mayor 
recompensa. Cuando la acción es continua el problema no es tan obvio debido a que el conjunto de posi-
bles acciones es infinito. Para resolver este problema algunos autores añaden ruido a las acciones pro-
puestas [31][47][48].
En algunos algoritmos de aprendizaje por refuerzo, se utilizan redes neuronales para su implementa-

ción. Las ventajas que ofrecen son su flexibilidad, robustez al ruido y capacidad de adaptación. En este 
trabajo se propone un algoritmo de aprendizaje por refuerzo que permite a un sistema de suspensión se-
miactiva de un vehículo mejorar su comportamiento on-line tanto en terrenos regulares como irregulares. 
La red neuronal implementada trabaja con espacios de entradas y salidas continuos y con señal de refuer-
zo continua. Anteriormente, dicho algoritmo ha sido utilizado en un robot móvil autónomo para aprender 
diferentes habilidades como Seguimiento Visual [49], Ir a un Punto, Seguimiento de Contorno a la Iz-
quierda y Derecha [50], mostrando muy buenos resultados.   

4.1. Arquitectura de la red neuronal

La arquitectura de la red neuronal propuesta para implementar el algoritmo de aprendizaje por refuerzo 
propuesto consta de dos capas como se muestra en la Figura 3.
La capa de entrada está formada por nodos RBF (Radial Basis Function) y se encarga de discretizar el 

espacio de entrada a la red. Los nodos RBF permiten una transición más suave entre un estado y otro. La 
función de activación de cada nodo RBF tiene una influencia local permitiendo que el conocimiento ad-
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quirido en una región determinada influya poco o nada en lo aprendido en otras regiones. El valor de acti-
vación de cada nodo depende de cómo de próximo se encuentre el vector de entradas a su centro. Si la 
activación es 0 indica que la situación percibida está fuera del campo receptivo del nodo. Si el valor de 
activación es 1 significa que la situación percibida coincide con el centro del nodo. Las entradas presenta-
das a la red son previamente normalizadas permitiendo que todas participen en el aprendizaje con el mis-
mo peso.
La capa de salida está formada por unidades estocásticas lineales. Con esto se consigue una búsqueda 

de mejores acciones en el espacio de salida. Cada nodo de la capa de salida representa un acción.

4.1.1. Capa de entrada

El espacio de entrada se divide en regiones discretas utilizando nodos RBF. El valor de activación de 
cada nodo j es:

2
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Fig. 3. Estructura de la red neuronal utilizada para implementar el algoritmo de aprendizaje por refuerzo.
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donde nn es el número de nodos creados. Los nodos se crean dinámicamente a medida que se necesitan. 
Existen nodos únicamente en aquellas situaciones donde el sistema ha explorado. Esto permite que el 
tamaño de la red sea lo más pequeño posible. Cada vez que una situación se presenta a la red, se calcula el 
valor de activación para cada nodo. Si todos los valores de activación obtenidos están por debajo de un 
umbral, mina , se crea un nuevo nodo cuyo centro coincide con el vector de entradas presentado a la red, 

ic i=
�

� . Los pesos asociados a las conexiones entre el nuevo nodo creado y la capa de salida son inicializa-
dos a valores pequeños y aleatorios.

4.1.2. Capa de salida

La capa de salida debe encontrar la mejor acción para cada situación presentada a la red. La acción que 
la capa de salida de la red neuronal recomienda es la suma ponderada de los valores obtenidos en la capa 
de entrada:
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k jk j

j
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∑

donde 0n  es el número de nodos de la capa de salida. Durante el proceso de aprendizaje, la red necesita 
explorar todas las posibles acciones para una misma situación presentada con el objetivo de descubrir cual 
es la mejor. Esto se consigue añadiendo ruido a la salida recomendada. En la red neuronal propuesta, la 
acción final se obtiene a partir de una distribución normal centrada en la acción recomendada y con va-
rianza σ :

( , )f r
k ko N o σ=

A medida que el sistema aprende, el valor de σ  se reduce, de esta manera, el sistema puede realizar la 
misma situación aprendida [50].
Durante el proceso de aprendizaje de la red los pesos de la capa de salida se adaptan de acuerdo con las 

ecuaciones siguientes:
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( 1) ( ) (1 ) ( )jk jk jkt t e tµ υ µ υ+ = ⋅ + − ⋅

donde β  es la velocidad de aprendizaje, jkµ  y jke  son la traza de elegibilidad y la elegibilidad del peso 

jkw  respectivamente, y υ  es un valor comprendido entre [0, 1]. La elegibilidad del peso jkw , permite 
castigar o recompensar no sólo a la última acción sino también a las anteriores. Los valores de 'jr  corres-
ponden a los refuerzos asociados al nodo de la capa de entrada con máxima activación en ese instante de 
tiempo. Los valores de refuerzo jr  asociados a cada peso se obtienen a partir de la expresión:

( ) Si 0
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( 1) deotromodo

n
ext j

j
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 ≠
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donde extr  es el refuerzo externo obtenido por la red neuronal. Los resultados de las acciones dependen 
de los estados activos cuando dichas acciones son ejecutadas. Por lo tanto, únicamente se actualizarán los 
valores de los refuerzos asociados a esos estados.



84 M. J. López Boada, B. López Boada, V. Díaz López

5. RESULTADOS DE SIMULACIÓN

Los resultados de simulación han sido obtenidos utilizando un modelo de un cuarto de vehículo equipa-
do con suspensión semi-activa. El software empleado para la simulación es la herramienta SIMULINK de 
MATLAB. La estructura del sistema controlador neuronal propuesto se muestra en la Figura 4. Las tres 
variables obtenidas a partir del modelo de suspensión semi-activa que son utilizadas por el controlador 
neuronal para determinar la fuerza del actuador son: la deflexión de la suspensión (( w bz z− )(t)), el error 
de la deflexión de la suspensión (( w bz z− )(t)- ( w bz z− )(t-1)) y la velocidad vertical de la masa suspendida 
( bz� (t)).
El algoritmo de aprendizaje por refuerzo está escrito en código C y ha sido incorporado al modelo de 

SIMULINK utilizando una S-function. La Tabla 1 muestran los valores de los parámetros  de la suspen-
sión utilizados y que corresponden a valores típicos de la suspensión de un vehículo.
Para comprobar la fiabilidad del algoritmo de aprendizaje por refuerzo propuesto para el control de un 

sistema de suspensión semi-activa de un vehículo han sido utilizados dos perfiles de carretera. El primer 
perfil de carretera corresponde a un terreno regular y es representado mediante un pulso cuadrado de am-
plitud 0.1 metros, periodo de 6 segundos y ancho del pulso un 50% del periodo (ver Figura 5.a). El se-
gundo perfil corresponde a un terreno irregular y es representado mediante una secuencia de 4 segundos 
como se muestra en la Figura 5.b.
La señal de refuerzo externa que el controlador neuronal recibe es:

22 20.5( )2.0( ) 2.0( )z zw b w b berrorz z z
extr e e e−−− − −= ⋅ ⋅ �

En este caso, el refuerzo es máximo cuando la deflexión de la suspensión, el error de la deflexión de la 
suspensión y la velocidad vertical de la masa suspendida se hacen cero. Las Figuras 6, 7 y 8 comparan la 
respuesta de un sistema de suspensión pasiva (línea negra), con la respuesta del sistema de suspensión 
semi-activa (línea gris) en un terreno de perfil regular después de 1153 ciclos de aprendizaje (1 ciclo de 
aprendizaje corresponde a un periodo de 6 segundos). Los resultados obtenidos muestran que la deflexión 
de la suspensión y la aceleración vertical de la masa suspendida en el sistema de suspensión semi-activa 

Fig. 4. Estructura del sistema controlador neuronal.

Tabla 1. Valores típicos de la suspensión de un vehículo empleados.

Masa suspendida ms 250 kg
Masa no suspendida mu 25 kg
Rigidez del muelle k1 1600 N/m

Rigidez del amortiguador Cs 980 Ns/m
Rigidez del neumático k2 160000 N/m
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tienden a cero más rápidamente que en el sistema de suspensión pasiva. La respuesta de la deflexión del 
neumático en el sistema de suspensión semi-activa es prácticamente igual que en el sistema de suspensión 
pasiva. En este caso, se mejora el confort de los pasajeros. Los parámetros utilizados durante el 
aprendizaje son 50β = , 0.3µ = , 0.1rbfσ = , min 0.2a =  y 10σ =  y el número de nodos creados es 203.
Las Figuras 9 y 10 muestran el valor de la fuerza proporcionada por el controlador neuronal y la señal 

de refuerzo externa recibida por el controlador respectivamente después de 1153 ciclos de aprendizaje.

Fig. 5.a. Perfil de un terreno regular. Fig. 5.b. Perfil de un terreno irregular.

segundos

Fig. 6. Respuestas de la deflexión del neumático con suspensión pasiva (línea negra) y suspensión semi-activa (línea gris) en 
terreno regular.

segundos

Fig. 7. Respuestas de la deflexión de la suspensión con suspensión pasiva  (línea negra) y suspensión semi-activa (línea gris) 
en terreno regular.

segundos

Fig. 8. Respuestas de la aceleración vertical de la masa suspendida con suspensión pasiva  (línea negra) y suspensión semi-
activa (línea gris) en terreno regular.
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Las Figuras 11, 12 y 13 comparan la respuesta de un sistema de suspensión pasiva (línea negra), con la 
respuesta del sistema de suspensión semi-activa (línea gris) en un terreno de perfil irregular después de 
527 ciclos de aprendizaje (un ciclo de aprendizaje corresponde a un periodo de 4 segundos). En este caso, 
el controlador neuronal mejora tanto el confort de los pasajeros y el contacto neumático-suelo. Los pará-
metros utilizados durante el aprendizaje son 50β = , 0.3µ = , 0.1rbfσ = , min 0.2a =  y 100σ =  y el número 
de nodos creados es 464.
Las Figuras 14 y 15 muestran el valor de la fuerza proporcionada por el controlador neuronal y la señal 

de refuerzo externa recibida por el controlador respectivamente después de 527 ciclos de aprendizaje.

Fig. 9. Fuerza proporcionada por el controlador neuronal en terreno regular.

Fig. 10. Señal de refuerzo externa recibida por el controlador neuronal en terreno regular.

Fig. 11. Respuestas de la deflexión del neumático con suspensión pasiva (línea negra) y suspensión semi-activa (línea gris) 
en terreno irregular.

Fig. 12. . Respuestas de la deflexión de la suspensión con suspensión pasiva  (línea negra) y suspensión semi-activa (línea 
gris) en terreno irregular.
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Las Figuras 16 y 17 muestran las respuestas del sistema de suspensión semi-activa que ha aprendido 
previamente para un terreno de perfil regular como el mostrado en la Figura 5.a cuando las entradas son 
terrenos de perfil irregular como el mostrado en la Figura 5.b y aleatorio respectivamente. Como se puede 
apreciar el sistema es robusto frente a entradas diferentes a las previamente aprendidas. En ambos casos la 
respuesta del sistema de suspensión semi-activa (línea gris) es mejor o igual a la respuesta del sistema de 
suspensión pasiva (línea negra).

6. CONCLUSIONES

Este artículo presenta un controlador neuronal para el control de un sistema de suspensión semi-activa. 
El algoritmo de aprendizaje por refuerzo propuesto permite al sistema de suspensión semi-activa mejorar 
su comportamiento (confort de los pasajeros y seguridad) on-line tanto en terrenos regulares como irregu-
lares. La arquitectura de red neuronal utilizada para la implementación del algoritmo de aprendizaje por 
refuerzo trabaja tanto con entradas y salidas continuas como con señales de refuerzo continuas. Los nodos 
de la capa de entrada son creados dinámicamente. Sólo son tenidas en cuenta aquellas situaciones donde 
el sistema ha explorado reduciéndose con ello el tamaño del espacio de entrada. Otras ventajas que pre-
senta este algoritmo son, por una parte, que no es necesario estimar una recompensa esperada debido a 
que el controlador neuronal recibe una señal de refuerzo cada vez que realiza una acción y, por otra parte, 

Fig. 13. Respuestas de la aceleración vertical de la masa suspendida con suspensión pasiva  (línea negra) y suspensión semi-
activa (línea gris) en terreno irregular.

Fig. 14. Fuerza proporcionada por el controlador neuronal en terreno irregular.

Fig. 15. Señal de refuerzo externa recibida por el controlador neuronal en terreno irregular.
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que el controlador aprende on-line, por lo que puede adaptarse a cambios producidos en el entorno o en el 
propio sistema de suspensión. 
De los resultados obtenidos se puede concluir además que:

• Cuánto mayor sea el número de entradas, mayor dificultad tendrá el sistema en aprender (se su-
giere utilizar menos de 4 entradas).

• La elección de la señal de refuerzo externa como de los parámetros de aprendizaje (β, µ, σ, 
etc.) influyen de manera importante en el aprendizaje del sistema.

• No existe una regla precisa para elegir dichos parámetros de aprendizaje sino que es más bien la 
experiencia y el estudio de la respuesta del sistema durante el aprendizaje la que permite elegir-
los más adecuadamente.

• Un sistema que evoluciona con muchos cambios y rápidamente va a ser muy difícil que apren-
da con este algoritmo de aprendizaje por refuerzo.

Los resultados de simulación obtenidos muestran la efectividad del algoritmo propuesto y que el siste-
ma aprende más rápidamente en terrenos irregulares que en terrenos regulares.

Fig. 16. Respuesta del sistema de suspensión semi-activa (línea gris), que ha aprendido en terreno regular, en terreno irregu-
lar con perfil como el mostrado en la Figura 5.b. La líneas negras representan las respuesta del sistema pasivo frente al mis-
mo perfil de terreno.

Fig. 17. Respuesta del sistema de suspensión semi-activa (línea gris), que ha aprendido en terreno regular, en terreno irregu-
lar aleatorio. La líneas negras representan las respuesta del sistema pasivo frente al mismo perfil de terreno.
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CONTINUOUS REINFORCEMENT LEARNING ALGORITHM
FOR SEMI-ACTIVE SUSPENSION CONTROL

Abstract – This paper presents a reinforcement learning algorithm using neural networks which allows a vehi-
cle with semi-active suspension to improve continuously the ride comfort and the tyre/ground contact both flat 
terrain and even terrain. The implemented neural network architecture works with continuous input and output 
spaces, has a good resistance to forget previously learned actions and learns quickly. Other advantages this al-
gorithm presents are that on one hand, it is not necessary to estimate an expected reward because the controller
receives a real continuous reinforcement each time it performs an action and, on the other hand, the system 
learns on-line, so that the system can adapt to changes produced in the environment. The proposed neuro con-
troller has been studied using a quarter vehicle model. The results show the effectiveness of our algorithm.




